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Аннотация 
Способность к взаимодействию и обмену знаниями между искусственными нейронными сетями (ИНС) является 

критичной для дальнейшего развития сферы искусственного интеллекта. Один из методов обмена знаниями между 
нейронными сетями может быть основан на генерации искусственных тренировочных данных с помощью допол-
нительных генеративных моделей, получивших в последнее время широкое распространение. Для повышения эф-
фективности подобных методов необходимо дальнейшее улучшение качества генерируемых искусственных трени-
ровочных данных, создаваемых генеративными моделями. В данной работе предлагаются и тестируются несколько 
методов улучшения характеристик одного из классов генеративных моделей – вариационных автокодировщиков 
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(ВАК). Улучшения касались как самой процедуры тренировки ВАК, так и изменения архитектуры модели. Методы 
улучшения качества генерируемых тренировочных данных ВАК проанализированы с точки зрения их эффективности 
для обмена знаниями между ИНС. Эксперименты по обмену знаниями между ИНС были проведены с использова-
нием общедоступных наборов тренировочных данных.

Ключевые слова: генеративные сети, вариационные автокодировщики, нейронные сети, машинное обучение, 
классификация изображений, обмен знаниями.
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Abstract
The ability to interact and share knowledge among artificial neural networks (ANNs) is critical for further development of 
the artificial intelligence. One of the methods of knowledge sharing among ANNs may rely on the generation of training 
data using auxiliary generative models, which have recently become widespread. To make such methods more efficient, it is 
necessary to further improve the quality of artificial training data developed by generative models. The article proposes and 
tests several methods of enhancing characteristics of one of the classes of generative models, viz. variational autoencoders 
(VAE). It was improved both the VAE training procedure and changes in the model architecture. The improving methods of 
the quality of generated training data have been analyzed in terms of the efficiency of knowledge sharing among ANNs. To 
test the process of knowledge sharing among ANNs, the public training data sets have been used.
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ВВЕДЕНИЕ

Задачи взаимодействия агентов, обладающих ис-
кусственным интеллектом (ИИ), обсуждаются уже про-
должительное время [1]. В последние годы подходы, 
требующие взаимодействия нескольких агентов с ИИ, 
начали развиваться особенно интенсивно [2]. В задачах 
обучения с подкреплением несколько агентов могут 
действовать сообща, параллельно разрабатывая прото-

кол обмена информацией, чтобы максимизировать со-
вместное вознаграждение [2]. Разработка алгоритмов 
взаимодействия подобных агентов и обмена инфор-
мацией между ними необходима в целом ряде прило-
жений, таких как совместная доставка грузов дронами, 
координация между автономными транспортными 
средствами, задачи управления городским движением 
и т. д. 
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Другой пример взаимодействующих искусственных 
нейронных сетей (ИНС) можно найти в задачах обуче-
ния с учителем: знания нескольких нейронных сетей, 
обученных на разных наборах данных, необходимо 
объединить в одной сети. При этом предполагается, 
что использование ансамбля сетей является слишком 
ресурсоемким. Действительно, эксплуатация ансамбля, 
состоящего из N сетей, будет требовать в N раз больше 
вычислительных ресурсов, чем одна сеть сходной ар-
хитектуры, содержащая объединенное (консолидиро-
ванное) знание. Решение задачи объединения знаний 
нескольких ИНС ранее уже решалась неитеративными 
методами [3–6]. Точность классификации нейронной 
сети с объединенным знанием при этом оказывалась 
недостаточно высокой. В работе [5] нами была проде-
монстрирована возможность обмена знаниями между 
ИНС с помощью дополнительных генеративных моде-
лей, что позволило значительно повысить точность клас-
сификации нейронной сети с объединенным знанием. В 
данной работе мы предлагаем развитие генеративного 
метода обмена знаниями путем улучшения качества ге-
неративных моделей. Ключевым аспектом данного под-
хода является генерация искусственных тренировочных 
данных, как можно более схожих с реальными трени-
ровочными данными, что в свою очередь открывает 
широкие возможности для взаимодействия различных 
ИНС через внешнюю память и сети передачи данных на 
любых расстояниях по существующей инфраструктуре. 

ПОСТАНОВКА ЗАДАЧИ

Предположим, что несколько ИНС были натре-
нированы на распознавание наборов изображений 

 непересекающихся множеств 

классов . Так-

же предполагается, что после обучения ИНС доступ к 
изображениям x был утрачен. Такая ситуация может 
возникнуть при онлайн-обучении на потоке данных без 
их сохранения (например, для автономных транспорт-
ных средств) или в случае, когда каждый из наборов 
обучающих данных  является конфиденциальным 
(например, для медицинских экспертных систем). Ка-
ждая сеть в итоге может распознавать только изобра-
жения определенного множества ранее выученных 
ею классов C

i
 (например, одна сеть умеет хорошо 

распознавать дома, другая – деревья, третья – живот-
ных). Необходимо, чтобы одна из сетей получила зна-
ния от остальных сетей и смогла распознавать изо-
бражения объединенного множества набора классов 

 (например, деревьев и жи-
вотных, не забыв при этом как выглядят дома). 

Один из путей решения поставленной задачи мы 
видим в следующем. На первом шаге необходимо 
выгрузить знания из всех имеющихся ИНС в виде объ-
ектов (изображений) , схожих с теми, на которых 
они изначально обучались. Этим изображениям при-

сваиваются соответствующие метки классов c. Дру-
гими словами, предлагается создать реконструиро-
ванные наборы обучающих данных (РНОД) . 
Затем, объединив все реконструированные набо-
ры, получить один результирующий набор данных 

 и на нем 
дообучить целевую ИНС. Проблема данного подхода – 
это получение РНОД. 

Если известна категория использованных ранее об-
учающих данных, то в качестве РНОД можно исполь-
зовать образцы, схожие с образцами из исходного на-
бора. Например, если ИНС обучались классификации 
изображений, то в качестве РНОД можно использовать 
базу ImageNet [7], содержащую 1000 классов изображе-
ний. Такой подход был использован в экспериментах по 
«воровству функционала» ИНС [8–10]. Изображения из 
огромной консолидирующей базы подавались на вход 
сети-«жертвы», подобно атаке подбора пароля по сло-
варю. Полученные на выходе сети предсказания затем 
использовались как обучающие метки; пары «изобра-
жение-метка» использовались для обучения сети-«под-
делки».

В то же время, не всегда доступный набор изобра-
жений может адекватно аппроксимировать исходный 
набор обучающих данных. В некоторых случаях ИНС мо-
гут быть обучены классифицировать не изображения, а 
произвольный набор данных (звуки, электрические сиг-
налы и т. д.). В этом случае для создания РНОД могут 
быть использованы генеративных методы. 

Один из генеративных методов может быть осно-
ван на байесовском подходе [11]. Генеративный байе-
совский подход был ранее использован нами в задачах 
последовательного обучения ИНС [12]. Искусственные 
тренировочные данные создавались путем наблюдения 
активности нейронов на выходе ИНС. Недостаток дан-
ного подхода заключается в необходимости сохранения 
части изначальных тренировочных данных.

В последние годы были разработаны модели ИНС, 
которые могут воспроизводить данные, сходные как 
по типу, так и по вероятностному распределению с ис-
ходными тренировочными данными. Одним из видов 
подобных сетей являются генеративно-состязатель-
ные сети (ГСС) [13, 14]. ГСС успешно используются при 
генерации изображений, прогнозировании и в других 
приложениях. ГСС имеет в основе своей архитектуры 
генератор и дискриминатор. Последний пытается раз-
личить настоящие и сгенерированные данные. Первый, 
наоборот, пытается подобрать образцы той или иной 
категории с целью заставить дискриминатор принять их 
как настоящие входные данные. Генератор обученной 
ГСС в дальнейшем может быть использован для синтеза 
искусственных обучающих данных, что открывает доро-
гу к его применению для обмена знаниями между ИНС.

Другим типом генеративных моделей ИНС может 
служить вариационный автокодировщик (ВАК) [11, 14]. 
ВАК старается воспроизвести на выходе ту же самую ве-
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роятность распределения данных p(x), что и на входе. 

Отличие от обычных автокодировщиков состоит в том, 

что входной сигнал сначала переводится в случайную 

переменную, которая выбирается из определенного 

(обычно нормального) распределения.

И ГСС, и ВАК уже включают в свою архитектуру от-

дельные части, отвечающие за генерацию данных. Таким 

образом, ГСС и ВАК могут быть использованы для воссоз-

дания РНОД и последующего обмена знаниями. Проце-

дуру переноса знания с помощью генеративных моделей 

можно описать с помощью следующего алгоритма:

1. Каждый классификатор, знаниями которого пред-

полагается делиться, дополняется генеративной сетью.

2. Классификаторы и генеративные сети обучаются 

на исходных наборах обучающих данных (ИНОД) .

3. Для сетей, которые предполагают объединить 

знания, генеративные модели создают синтетические 

данные .

4. Предварительно обученные классификаторы ис-

пользуются для восстановления меток для сгенериро-

ванных данных, формируя РНОД . Набор данных 

с соответствующими метками  представляет со-

бой выгруженное из ИНС знание.

5. Реконструированные наборы данных каждой 

ИНС объединяются для создания полного набора 

.

6. Сгенерированные данные с метками 

используются для дообучения целевой нейронной сети.

Нужно отдельно подчеркнуть, что создавать РНОД 

нужно не только для сетей, передающих знания, но и 

для сетей, получающих знания. Это связано с необходи-

мостью устранения эффекта катастрофической интерфе-

ренции: при обучении сети на новых данных она может 

быстро забыть все, что было приобретено ранее. Для 

предотвращения катастрофической интерференции не-

обходимо «напоминать» сети о предыдущих знаниях с 

помощью заранее созданного РНОД [12].

Качество обмена знаниями напрямую зависит от ка-

чества РНОД. Под качеством подразумевается схожесть 

вероятности распределения восстановленных данных 

 с вероятностным распределением изначальных 

данных . В следующем разделе мы рассмотрим 

различные пути улучшения качества сгенерированных 

данных.

УЛУЧШЕНИЕ КАЧЕСТВА ГЕНЕРАТИВНЫХ МОДЕЛЕЙ

И ГСС, и ВАК обладают определенными недостат-

ками. Например, изображения, полученные от ГСС, 

стремятся к одномодальному распределению, что ха-

рактеризуется отсутствием их разнообразия. Типичным 

недостатком изображений, получаемых от ВАК, являет-

ся их размытость. В данном исследовании мы остано-

вимся подробнее на ВАК и рассмотрим ряд подходов по 

улучшению качества генерируемых изображений. При-

меняемые подходы условно можно разделить на две 

категории – функциональные и архитектурные. 

1 Функциональные подходы
Данные подходы основаны на изменении функцио-

нальности процессов обучения и генерации и не затра-

гивают архитектуру самой сети. 

1.1 Функции потерь perceptual loss и reconstruction 
loss

Стандартной функцией потерь при обучении ВАК 

является ошибка реконструкции (reconstruction loss), 

измеряющая отличие объекта на входе сети и восста-

новленного объекта на выходе (рис. 1а). Ошибка рекон-

струкции может измеряться как среднеквадратичная 

ошибка или как бинарная перекрестная энтропия.

Вместо ошибки реконструкции в некоторых рабо-

тах предлагается использовать «ошибку восприятия» 

(perceptual loss) [15]. Вкратце её основное отличие от 

Рис. 1. Способы подсчета функции потерь: а) на основе ошибки реконструкции; б) на основе ошибки восприятия
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стандартной функции reconstruction loss заключается 
в том, что область подсчета ошибки вместо входно-
го и выходного слоев ВАК включает скрытые слои до-
полнительного классификатора (рис. 1б). Результатом 
применения данной функции ошибки являются менее 
размытые изображения рукописных цифр на выходе ге-
нератора (рис. 2). На рисунке 2 в качестве ИНОД исполь-
зовался набор изображений рукописных цифр MNIST 
[16].

1.2 Отбор лучших генераций

Суть метода состоит в том, что во 
время процесса генерации в РНОД от-
правляются не все сгенерированные 
изображения, а только те, которым 
классификатор назначил высокую оцен-
ку (например, уверенность в выбран-
ном классе выше 90%). Данный подход 
будет отбрасывать «неудавшиеся» ре-
конструкции изображений по заданно-
му порогу, прежде чем отправить их в 
РНОД.

2 Архитектурные подходы
Применяя различные архитектур-

ные конфигурации модели классифика-
тора и ВАК, можно влиять на результат 
обмена знаниями.

2.1 Классификатор отдельно от 

ВАК

Классификатор может находиться 
отдельно от ВАК и использоваться как 
для восстановления меток сгенериро-
ванных изображений, так и для отбора 
лучших генераций. Схематично архи-
тектура данного способа размещения 
изложена на рисунке 3. При таком под-
ходе появляется возможность обучать 
классификатор и ВАК независимо, в том 
числе и параллельно.

2.2 Классификатор в составе ВАК

Слои классификатора можно совме-
стить для компактности вместе с ВАК, 
как схематично представлено на рисун-
ке 4. 

Для повышения эффективности 
данного подхода можно использовать 
поочередное обучение слоев, которое 
заключается в том, что вначале обуча-

ются только сверточные слои в составе классификатора. 
Затем сверточные слои классификатора замораживают-
ся и обучается уже вся сеть сразу (кроме замороженных 
слоев).

РЕЗУЛЬТАТЫ ЭКСПЕРИМЕНТОВ

В наших экспериментах мы апробировали несколько 
моделей ВАК применительно к задаче переноса знаний 
между нейронными сетями. Две нейронные сети, ИНС_1 
и ИНС_2, представлялись в виде совокупности двух под-
сетей – классификатора и ВАК. Это могла быть как еди-
ная архитектура, когда классификатор входит в состав 
слоев ВАК (рис. 4), так и раздельная архитектура, когда 
классификатор не имеет общих слоев с ВАК (рис. 3). Во 
время процедуры обмена знаниями генеративные под-
сети сетей ИНС_1 и ИНС_2 создавали РНОД_1 и РНОД_2, 
на которых дообучалась подсеть-классификатор ИНС_2. 
После обучения ИНС_2 должна была обладать объеди-
ненным знанием. Для оценки качества переноса знаний 
в ИНС_2 производилось тестирование обученного клас-
сификатора на объединенном тестовом наборе данных. 

Рис. 2. Сгенерированные реконструкции исход-
ных изображений: а) при использовании функции 
reconstruction loss; б) при использовании функции 
perceptual loss

Рис. 3. Раздельная архитектура ИНС: ВАК (слева), классификатор 
(справа)

Рис. 4. Совмещенная архитектура ИНС
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Цель экспериментов – определить наиболее оптималь-
ные функциональные и архитектурные подходы улуч-
шения качества ВАК для целей переноса знаний между 
ИНС. Описанная выше схема графически представлена 
на рисунке 5.

Эксперименты проводились на наборе рукописных 
цифр MNIST [16]. Набор MNIST состоит из 60 тысяч тре-
нировочных изображений десяти классов и 10 тысяч 
проверочных изображений. Исходный набор MNIST 
(ИНОД_0) был поделен случайным образом на 2 части 
по 5 классов в каждой. Полученные 2 части соответ-
ственно образовали ИНОД_1 и ИНОД_2. 

ИНС_1 и ИНС_2 имели одинаковую архитектуру. 
Классификаторы и ВАК в ИНС_1 и ИНС_2 представляли 
собой сверточные сети. Классификатор, кодировщик и 
декодер вариационного автокодировщика содержа-
ли по четыре сверточных слоя. Кодировщик перево-

дил изображения MNIST в 32-мерный 
скрытый вектор признаков. ИНС_1 и 
ИНС_2 были натренированы в течение 
20 эпох на наборах ИНОД_1 и ИНОД_2 
соответственно с использованием стан-
дартного оптимизатора Adam, входя-
щего в состав пакета библиотеки Keras. 
Затем ВАК, входящие в ИНС_1 и ИНС_2, 
генерировали изображения (пять ты-
сяч изображений на класс) с тем же 
вероятностным распределением, что и 
изначальные изображения MNIST. Про-
пуская сгенерированные изображения 
через соответствующие классификато-
ры, мы получали «мягкие» метки (веро-
ятности соответствия сгенерированных 
изображений классам). Сгенерирован-
ные изображения совместно с соот-
ветствующими метками образовывали 

РНОД_1 и РНОД_2. Далее РНОД_1 и РНОД_2 случай-
ным образом смешивались между собой, образовывая 
РНОД_0 размерностью в 50 тысяч реконструированных 
изображений для дальнейшей тренировки ИНС_2. Обу-
ченная таким образом ИНС_2 тестировалась на исход-
ном наборе проверочных данных (ИНПД) базы MNIST. 

По данной схеме далее был проведен ряд экспе-
риментов с применением различных вышеописанных 
модификаций ВАК. В случае использования ошибки 
восприятия (perceptual loss) мы использовали первый и 
второй сверточные слои из состава классификатора для 
вычисления ошибки. Каждый эксперимент повторялся 
10 раз при случайной инициализации параметров для 
получения должной статистики. Результаты каждого 
подхода занесены в таблицу. Для сравнения классифи-
кация базы MNIST была выполнена и ансамблем ИНС_1 
и ИНС_2 без их объединения (см. табл.).

Рис. 5. Схема обмена знания между ИНС

Таблица 
Точность классификации ИНПД для различных модификаций ВАК

Название подхода средняя точность ± стандартное 
отклонение

Ансамбль классификаторов 0,936 ± 0,019
Классификатор в составе ВАК и reconstruction loss 0,953 ± 0,012
Классификатор в составе ВАК и perceptual loss 0,955 ± 0,016
Классификатор в составе ВАК и reconstruction+perceptual loss 0,939 ± 0,023
Классификатор отдельно от ВАК и perceptual loss 0,965 ± 0,026
Классификатор отдельно от ВАК, отбор лучших образцов и perceptual loss 0,977 ± 0,008

Ансамбль нейросетей показал худшую точность 
классификации (табл.) по сравнению с любым из рас-
смотренных генеративных методов объединения зна-
ний. Большой процент ошибочной классификации 
возникает из-за отсутствия контрпримеров из других 
наборов данных при обучении отдельных сетей ИНС_1 
и ИНС_2. Кроме того, эксперимент показал, что класси-

фикация набора MNIST ансамблем двух сетей занимает 
в  2 раза больше времени, чем классификация MNIST 
сетью с объединенным знанием. При объединении 
знаний большего количества ИНС выигрыш в быстро-
действии становится еще более значительным. Спра-
ведливости ради следует сказать, что сама процедура 
объединения знаний довольно времязатратна, но она 
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выполняется один раз и не используется при дальней-

шей эксплуатации ИНС. Веса классификатора вместе с 

весами ВАК будут занимать в памяти в 2–3 раза боль-

ший объем, чем отдельный классификатор. Поэтому 

выигрыш в памяти по сравнению с ансамблем сетей 

возникнет при объединении знаний трех и более ИНС.

Из таблицы можно заключить, что к ухудшению ре-

зультатов классификации как по среднему арифметиче-

скому, так и по стандартному отклонению приводит од-

новременное применение сразу двух функций подсчета 

ошибки (reconstruction loss + perceptual loss). Между 

собой же они не имеют сильных отличий в отношении 

средней точности классификации. Наличие отдельных 

классификатора и генеративной сети приводит к луч-

шей точности классификации по сравнению с ИНС, име-

ющими совмещенные слои. Метод с дополнительным 

отбором изображений в РНОД приводит к наибольшей 

точности. Для сравнения, классификатор с той же ар-

хитектурой, что ИНС_1 или ИНС_2, обученный сразу на 

всем наборе MNIST, показывает еще большую точность 

классификации 0,991±0,001. Однако такой тип обуче-

ния требует наличия всего набора данных (ИНОД_1 и 

ИНОД_2), что по условиям нашей задачи является не-

возможным.

ЗАКЛЮЧЕНИЕ

В данной работе мы апробировали генеративные 

подходы по обмену знаниями между ИНС в задачах об-

учения с учителем. Генеративный подход обмена зна-

ниями необходим в случае, когда тренировочные дан-

ные, использованные для обучения отдельных сетей, 

более недоступны. Методы были протестированы на 

задачах классификации изображений с использовани-

ем общедоступных баз данных. Генеративные методы 

объединения знаний показали большую точность, чем 

использование ансамбля сетей. Предполагается, что в 

перспективе генеративные методы смогут достигнуть 

точности обмена знаниями, сопоставимой с точностью 

нейронной сети, изначально натренированной на всем 

объеме данных. Для достижения подобной точности 

необходимо как можно аккуратнее реконструировать 

исходный набор данных. Мы показали, что, изменяя 

процедуру обучения генеративных ИНС или их архитек-

туру, удается улучшить качество РНОД и, соответствен-

но, качество обмена знаниями между нейронными 

сетями. Методы улучшения качества сгенерированных 

изображений были опробованы на ВАК. 

Помимо преодоления ограничений в сфере машин-

ного обучения, развитие генеративных методов обмена 

знаниями между ИНС в перспективе будет полезно в 

том числе и в смежных областях, таких как, например, 

медицина (диагностика заболеваний по рентгеновским 

снимкам, доступ к которым является медицинской тай-

ной), транспорт (управление беспилотниками и обмен 

опытом между ними), информационная безопасность и 

защита конфиденциальных данных (создание обезли-

ченных баз тренировочных данных).
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